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RESUMEN
Las instituciones de educacion superior generan grandes volumenes de datos académicos que
permiten analizar factores asociados a la reprobacion y el abandono escolar. No obstante, muchas
instituciones emplean estos registros para elaborar indicadores descriptivos de situaciones ya
ocurridas y aprovechan limitadamente su capacidad para anticipar escenarios de riesgo. Este
estudio tiene como objetivo desarrollar un modelo de aprendizaje automatico que reconozca
patrones recurrentes en historiales académicos y estimar probabilidad de reprobacion o abandono.
La investigacion adopta un enfoque cuantitativo y un alcance predictivo mediante las etapas de
comprension, preparacion, modelado y evaluacion de los datos. El analisis considera variables
como promedio, asignaturas reprobadas, repeticion de cursos, carga académica, regularidad,
avance curricular y periodos de inactividad. El estudio compara regresion logistica, arboles de

decision, bosques aleatorios y maquinas de soporte vectorial. Para valorar su desempeiio, utiliza
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exactitud, precision, sensibilidad, especificidad, puntuacién F1, matriz de confusion y area bajo
la curva caracteristica operativa del receptor. También analiza la importancia de variables para
determinar su relacion con los resultados académicos desfavorables. El estudio busca identificar
combinaciones y secuencias de eventos que el analisis descriptivo tradicional no muestra, ademas
de seleccionar el modelo que ofrezca el mejor equilibrio entre la deteccion de estudiantes en riesgo
y lareduccion de clasificaciones incorrectas. Los resultados permitiran transformar los historiales
académicos en evidencia interpretable para apoyar la toma de decisiones institucionales mediante
enfoques de analitica educativa e inteligencia artificial, favoreciendo intervenciones oportunas y

estrategias de acompafiamiento académico sin sustituir el juicio profesional de docentes y tutores.

Palabras clave: analitica educativa, aprendizaje automatico, historiales académicos,

reconocimiento de patrones, toma de decisiones

ABSTRACT
Higher education institutions generate vast amounts of academic data that allow for the analysis
of factors associated with course failure and student dropout. However, many institutions use
these records primarily to create descriptive indicators of past events, making limited use of their
potential to anticipate risk scenarios. This study aims to develop a machine learning model
capable of recognizing recurring patterns in academic records and estimating the probability of
course failure or dropout. The research adopts a quantitative approach and a predictive scope,
proceeding through stages of data understanding, preparation, modeling, and evaluation. The
analysis considers variables such as grade point average, failed subjects, repeated courses,
academic workload, enrollment status, curricular progress, and periods of inactivity. The study
compares logistic regression, decision trees, random forests, and support vector machines.
Performance is assessed using accuracy, precision, sensitivity, specificity, F1-score, confusion
matrix, and the area under the receiver operating characteristic (ROC) curve. It also analyzes
variable importance to determine their relationship with unfavorable academic outcomes. The
study seeks to identify combinations and sequences of events that traditional descriptive analysis
fails to reveal, while selecting the model that offers the best balance between detecting at-risk
students and minimizing misclassifications. The results will enable the transformation of
academic records into interpretable evidence to support institutional decision-making through
educational analytics and artificial intelligence, facilitating timely interventions and academic
support strategies without replacing the professional judgment of instructors and academic

advisors.

Keywords: learning analytics, machine learning, academic records, pattern recognition,

decision-making
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INTRODUCCION

Las instituciones de educacion superior reciben una poblacién estudiantil diversa en cuanto
a conocimientos previos, condiciones socioeconomicas, ritmos de aprendizaje, responsabilidades
personales y experiencias escolares. En este contexto, garantizar el acceso a la educacion
constituye solo una parte del compromiso institucional, ya que también es necesario favorecer la
permanencia, el progreso académico y la conclusion satisfactoria de los estudios. Sin embargo,
fenomenos como la reprobacion recurrente, el rezago y el abandono continuan afectando el
desempefio de los estudiantes y la eficiencia de las instituciones educativas (Papadogiannis et al.,
2024; Vaarma & Li, 2024).

Estos fenomenos poseen un caracter multifactorial. El promedio, la cantidad de asignaturas
reprobadas, la repeticion de cursos, los créditos acumulados, la carga académica, la regularidad,
el avance curricular y los periodos de inactividad pueden relacionarse de diversas maneras con
los resultados académicos. Su analisis individual permite describir determinadas situaciones, pero
no siempre facilita reconocer las combinaciones o secuencias de eventos que preceden a la
reprobacion o al abandono. En consecuencia, parte de las decisiones institucionales contintia
sustentandose en indicadores descriptivos que reflejan situaciones ya ocurridas, lo que limita la
posibilidad de implementar intervenciones preventivas (Papadogiannis et al., 2024).

Paralelamente, los sistemas de control escolar, las plataformas educativas y los procesos de
evaluacion generan grandes volimenes de datos sobre el comportamiento académico. No
obstante, la disponibilidad de registros no garantiza por si misma la generacion de conocimiento
util. Para aprovecharlos, se requieren métodos capaces de integrar multiples variables, reconocer
relaciones no evidentes y convertir los resultados en informacién comprensible para docentes,
tutores y responsables académicos (Papadogiannis et al., 2024).

La mineria de datos educativos y la analitica del aprendizaje ofrecen marcos para responder
a esta necesidad. La mineria de datos educativos se centra en el desarrollo y la aplicacion de
métodos computacionales para descubrir patrones en conjuntos de datos generados en entornos
educativos. Por su parte, la analitica del aprendizaje incorpora una orientacion pedagogica e
institucional, ya que utiliza los resultados para comprender y optimizar los procesos de ensefianza
y aprendizaje. Ambas perspectivas permiten transformar datos académicos en informacion que
puede emplearse para identificar estudiantes en riesgo, estimar posibles resultados y orientar
intervenciones (Papadogiannis et al., 2024).

Por otro lado, la analitica del aprendizaje ha sido ampliamente reconocida como un enfoque
orientado a comprender y optimizar los procesos educativos mediante la recopilacion, analisis e
interpretacion de datos académicos. Su aplicacion permite identificar oportunamente estudiantes
en riesgo, disefiar estrategias de intervencion basadas en evidencia y apoyar la toma de decisiones

en instituciones de educacion superior (Ferguson, 2012)
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Asi mismo la inteligencia artificial, particularmente el aprendizaje automatico, amplia las
posibilidades de este andlisis al permitir que los sistemas aprendan patrones a partir de datos
historicos y clasifiquen distintos resultados académicos. Entre los algoritmos utilizados para
predecir el rendimiento estudiantil se encuentran la regresion logistica, los arboles de decision,
los bosques aleatorios, las maquinas de soporte vectorial, el método de los vecinos mas cercanos,
Naive Bayes y las redes neuronales. Las revisiones existentes muestran que no existe un algoritmo
universalmente superior, ya que su desempefio depende de las caracteristicas del conjunto de
datos, las variables seleccionadas, la distribucion de las clases y el objetivo de prediccion ( Yadav
& Deshmukh, 2023; Papadogiannis et al., 2024).

En los ultimos afios, la inteligencia artificial aplicada a la educacion ha evolucionado hacia
el desarrollo de sistemas capaces de apoyar procesos de orientacion académica, personalizacion
del aprendizaje y toma de decisiones institucionales. Estos enfoques permiten integrar técnicas
predictivas con mecanismos de apoyo educativo orientados a mejorar la permanencia y el éxito
académico de los estudiantes (Zawacki-Richter et al., 2019).

La evidencia reciente demuestra la utilidad de los historiales académicos para identificar
patrones de permanencia y de abandono. Polat & Horzum (2026) analizaron 484,158 registros
estudiantiles mediante arboles de decision (J48), vecinos mas cercanos, Naive Bayes y bosques
aleatorios. El modelo J48 alcanzé una exactitud de 80.47 % en la clasificacion de estudiantes
graduados, con graduacion tardia y en abandono. Asimismo, los créditos acumulados y el tipo de
ingreso presentaron una mayor importancia predictiva que algunas variables demograficas. Estos
resultados muestran que los indicadores de progreso académico contienen informacion relevante
para anticipar resultados desfavorables.

No obstante, el mismo estudio encontré dificultades para identificar a los estudiantes con
avance lento o graduacion tardia, categoria que presentd una sensibilidad del 45.8 %. Esta
limitaciéon se atribuyd a la heterogeneidad del grupo y al caracter estatico de los datos
administrativos. Por ello, los autores recomiendan integrar distintas fuentes de informacion,
examinar subgrupos estudiantiles y utilizar métodos capaces de distinguir niveles de riesgo con
mayor precision. Este hallazgo resulta relevante porque un modelo puede alcanzar una exactitud
global aceptable y, al mismo tiempo, presentar un desempefio insuficiente en la categoria que
requiere mayor atencion.

En consecuencia, la evaluacion de modelos predictivos no debe limitarse a la exactitud
(accuracy). Cuando las categorias presentan una distribucion desigual, un modelo puede
favorecer la clase mayoritaria y clasificar incorrectamente a los estudiantes en riesgo. Para obtener
una evaluacion mas completa, es necesario considerar la precision, la sensibilidad (recall), la
especificidad, el valor F1, la exactitud balanceada, la matriz de confusion y el area bajo la curva
ROC. Estas métricas permiten examinar el equilibrio entre la deteccion de casos de riesgo y la

generacion de falsas alertas (Papadogiannis et al., 2024; Polat & Horzum, 2026).
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Ademas del desempefio predictivo, es necesario considerar la interpretacion de los
resultados. Los modelos aplicados en contextos educativos deben permitir identificar qué
variables contribuyen a cada clasificacion (Breiman et al., 1984), ya que una prediccion sin
explicacion presenta una utilidad limitada para la toma de decisiones. Los arboles de decision
ofrecen reglas comprensibles, mientras que los modelos de mayor complejidad pueden
complementarse con procedimientos para calcular la importancia de las variables (Breiman,
2001). Esta interpretacion permite que docentes y responsables académicos comprendan los
factores relacionados con el riesgo y seleccionen acciones de acompafiamiento pertinentes
(Papadogiannis et al., 2024).

La analitica tampoco debe reducir la experiencia educativa a un conjunto de indicadores.
Guzman-Valenzuela et al. (2021) advierten que una parte de las investigaciones en este campo se
ha concentrado mas en la capacidad técnica de la analitica que en la comprension del aprendizaje.
De manera semejante, Civit et al. (2024) sostienen que los datos deben utilizarse para ampliar la
informacion disponible y apoyar la toma de decisiones, sin sustituir la valoraciéon de docentes,
tutores y responsables institucionales. Por lo tanto, los resultados de un modelo predictivo deben
considerarse como elementos de apoyo y no como decisiones automaticas o determinantes sobre
la situacion de un estudiante.

Desde esta perspectiva, los sistemas inteligentes de apoyo a la decision constituyen
herramientas que no sustituyen el juicio humano, sino que proporcionan evidencia adicional para
fortalecer los procesos de acompafiamiento académico, la identificacion temprana de riesgos y la
planeacion de intervenciones institucionales oportunas (Ifenthaler & Yau, 2020).

La incorporacion institucional de estas tecnologias también depende de la percepcion de
quienes podrian utilizarlas. Un sistema técnicamente funcional puede encontrar resistencia si sus
recomendaciones no se consideran utiles, comprensibles, confiables o justas. Por esta razon, la
evaluacion preliminar de un sistema inteligente educativo debe contemplar tanto su
funcionamiento computacional como la credibilidad percibida por los estudiantes. Aspectos como
la utilidad, la facilidad de uso, la explicabilidad, el respeto a las necesidades individuales y la
percepcion de equidad pueden influir en la disposicion a aceptar recomendaciones generadas
mediante inteligencia artificial (Davis, 1989; Grani¢ & Marangunié, 2019; Civit et al., 2024).

En este contexto se plantea el Sistema Inteligente para el Desarrollo de Trayectorias
Académicas Inclusivas (SIDTAI). La propuesta integra informacion del historial académico,
variables del perfil formativo y restricciones institucionales para apoyar la identificacion de
situaciones de riesgo y la generacion de recomendaciones académicas. Su disefio considera que
la inteligencia artificial debe funcionar como una herramienta de acompafiamiento y proporcionar
informacion interpretable, sin sustituir la decision del estudiante ni la valoracion de los

responsables académicos.
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A partir de estos antecedentes, el presente estudio desarrolla una evaluacion preliminar
organizada en dos componentes complementarios. El primero analiza las respuestas de 54
estudiantes a un instrumento adaptado de 15 reactivos sobre utilidad, facilidad de uso,
credibilidad, justicia, explicabilidad y valoracién global de SIDTALI El segundo corresponde a un
experimento computacional controlado con perfiles académicos sintéticos, disefiado para
comparar el comportamiento de diferentes algoritmos ante escenarios de reprobacioén y abandono.
La separacion entre ambos componentes permite distinguir la evidencia empirica obtenida
directamente de los participantes de la evaluacion técnica realizada en un entorno de simulacion.

La contribucion del trabajo consiste en articular la valoracion preliminar de la credibilidad
de un sistema inteligente con el andlisis comparativo de modelos de clasificacion mediante
métricas complementarias. El experimento no pretende sustituir la validacion posterior con
historiales académicos institucionales, sino comprobar el procedimiento analitico, examinar el
efecto del desbalance entre categorias y determinar qué métricas proporcionan la informacion
mas adecuada para seleccionar un modelo orientado a la deteccion de riesgo.

El objetivo de este estudio es evaluar preliminarmente un enfoque de analitica inteligente
orientado al reconocimiento de patrones relacionados con la reprobacion y el abandono escolar,
asi como al apoyo de la toma de decisiones en educacion superior. Para ello, se analiza la
credibilidad percibida de SIDTAI mediante un instrumento aplicado a estudiantes y se desarrolla
un experimento computacional controlado para comparar el desempefio de modelos de
clasificacion supervisada, entre ellos regresion logistica, arboles de decision, bosques aleatorios,
maquinas de soporte vectorial y redes neuronales. La evaluacion considera exactitud, precision,
sensibilidad, especificidad, valor F1, exactitud balanceada, matriz de confusion y area bajo la
curva ROC, ademas de la importancia de las variables para favorecer la interpretacion de los
resultados.

Como supuesto de trabajo, se plantea que los algoritmos presentaran diferencias en su
capacidad para identificar los casos de riesgo y que el modelo con mayor exactitud global no
necesariamente ofrecerd el mejor equilibrio entre precision y sensibilidad. En consecuencia, la
seleccion de un modelo para apoyar la toma de decisiones educativas debera considerar su
desempefio computacional, la interpretacion de sus resultados, las caracteristicas de los datos y
las posibles consecuencias de una clasificacion incorrecta.

Como hipétesis se parte de la combinacion de variables relacionadas con el rendimiento
académico, la repeticion de asignaturas, los créditos acumulados, la regularidad y el avance
curricular permitira identificar patrones asociados con resultados académicos desfavorables.
Asimismo, se plantea que los algoritmos evaluados presentaran diferencias significativas en su
capacidad predictiva y que el modelo con mayor exactitud no necesariamente serd el mas
adecuado para detectar estudiantes en riesgo, por lo que su seleccion deberd considerar el

equilibrio entre precision y sensibilidad.
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MATERIALES Y METODOS

Enfoque y disefio de la investigacion

Se desarroll6 una investigacion aplicada con enfoque cuantitativo y alcance exploratorio y
evaluativo. El disefio se organizo6 en dos componentes complementarios. El primero correspondid
a un estudio no experimental y transversal, orientado a analizar la percepcion estudiantil sobre la
utilidad, facilidad de uso, credibilidad, justicia y explicabilidad del Sistema Inteligente para el
Desarrollo de Trayectorias Académicas Inclusivas (SIDTAI). El segundo consistio en un
experimento computacional controlado con perfiles académicos sintéticos, en el que se compar6
el comportamiento de distintos algoritmos de clasificacion ante escenarios de reprobacion y
abandono.

La organizacion del proceso analitico se basdé en la metodologia CRISP-DM,
particularmente en sus fases de comprension del problema, comprension de los datos,
preparacion, modelado y evaluacion. Este marco permitié documentar las transformaciones
aplicadas a cada conjunto de datos y mantener una separacion explicita entre la informacion
proporcionada por participantes reales y los datos generados mediante simulacién (Martinez et al.,
2021; Schroer et al., 2021).

Contexto, poblacién y participantes

La poblacion de referencia estuvo conformada por 710 estudiantes de Ingenieria en
Sistemas Computacionales del Instituto Tecnologico de Iztapalapa. La muestra efectiva estuvo
integrada por 54 estudiantes, de los cuales 6 cursaban el primer semestre y 48 el segundo.

Se empled un muestreo no probabilistico por autoseleccion, ya que participaron los
estudiantes que decidieron responder el instrumento tras recibir la invitacion electronica. En
consecuencia, los resultados se interpretaron como evidencia exploratoria sobre las expectativas
y percepciones de los participantes, sin pretender generalizarlos estadisticamente a la totalidad
del programa educativo. Dado a que no se contd con el nimero exacto de estudiantes que
recibieron o visualizaron la invitacion, no se calculd una tasa de respuesta.

Técnica e instrumento de recoleccion de datos

La técnica de recoleccion de datos fue la encuesta, aplicada mediante un cuestionario
electronico adaptado compuesto por 15 reactivos relacionados con la percepcion de un sistema
inteligente para el acompafiamiento académico. Su construccion retomé elementos del Modelo
de Aceptacion Tecnoldgica, principios relacionados con la usabilidad, la credibilidad y la
explicabilidad de los sistemas inteligentes, asi como componentes de la percepcion de justicia y
la equidad en las decisiones algoritmicas. (Davis, 1989; Brooke, 1996; Colquitt, 2001; Grani¢ &
Maranguni¢, 2019; Hoffman et al., 2023). Los reactivos se organizaron seglin las dimensiones

presentadas en la Tabla 1. El reactivo 15 se utiliz6 como valoracion global del sistema.
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Tabla 1
Dimensiones del instrumento de percepcion de SIDTAI
Dimension Reactivos Aspectos evaluados

Utilidad y adopcion 1,3,4y 13 Organizacion académica, disposicion de uso,

acceso a apoyos y utilidad inclusiva

Facilidad de uso 2,5,6,7y14  Facilidad, confianza de uso, experiencia,

comprension y aprendizaje del sistema

Credibilidad 8 Confianza en los resultados o sugerencias

Justicia y explicabilidad 9,10,11y 12  Trato justo, claridad de las decisiones, respeto a

las necesidades y participacion

Valoracion global 15 Percepcion conjunta de credibilidad, utilidad y

justicia

Las opciones de respuesta fueron: No, No lo sé, Un poco, Si y Totalmente de acuerdo. Para
el analisis principal se asignaron los valores 1,2, 3,4 y 5, respectivamente. Debido a que la opcion
“No lo sé” no representa necesariamente un nivel de acuerdo situado entre “No” y “Un poco”, se
realizaron analisis de sensibilidad mediante codificaciones alternativas, entre ellas su tratamiento
como punto medio y como respuesta ausente. Las respuestas originales se conservaron sin
modificaciones.

Procedimiento de aplicacion

El instrumento se aplico el 7 de octubre de 2025 mediante un cuestionario electronico. El
enlace de acceso se distribuy6 a través del correo institucional y de un chat grupal de WhatsApp
utilizado para la comunicacion con los estudiantes.

La invitacion presentd a SIDTAI como una herramienta de apoyo docente y académico
orientada a facilitar la planeacion de trayectorias formativas semestre a semestre. El mensaje
explicod que el sistema tendria como funcion sugerir asignaturas en funcion de las habilidades
previas, las necesidades especificas y el ritmo de aprendizaje de cada estudiante. También sefiald
como beneficios esperados el fortalecimiento de los conocimientos, la prevencion de riesgos
académicos, la reduccion de la reprobacion y del abandono, asi como la generacion de una
experiencia universitaria personalizada, equitativa e inclusiva. Posteriormente, se invitd a los
estudiantes a ingresar al enlace y responder el instrumento.

La participacion se produjo de manera autoseleccionada y la base utilizada para el analisis
no incluyé nombres, numeros de control, correos electronicos ni otros identificadores directos.
Cada registro estuvo compuesto por el semestre declarado y las respuestas a los 15 reactivos.

Debido a que la invitacion describié principalmente los beneficios esperados de SIDTALI,
se considerd la posible presencia de un efecto de encuadre favorable. Este efecto se observa

cuando la forma de comunicar o presentar una situacion influye en las valoraciones o decisiones
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de las personas (Tversky & Kahneman, 1981). Por esta razon, las respuestas no se interpretaron
como evidencia de que el sistema reduzca efectivamente la reprobacion o el abandono, sino como
una valoracion preliminar de su utilidad, facilidad de uso, credibilidad, justicia y explicabilidad
antes de una implementacidén completa.

Preparacion y analisis del instrumento

La base de datos se revisé para identificar registros incompletos, categorias de respuesta
no reconocidas, patrones duplicados y respuestas invariantes. Cada fila representé a un
participante y cada columna correspondi6 a uno de los 15 reactivos. No se eliminaron casos del
analisis principal por presentar respuestas constantes, ya que el instrumento no incorpord
reactivos de control que permitieran determinar si dichos patrones eran invalidos.

Se calcularon frecuencias, medias, desviaciones estandar y puntuaciones promedio por
dimension. La consistencia interna se examindé mediante el coeficiente alfa de Cronbach
(Cronbach, 1951) tanto para el instrumento completo como para las dimensiones integradas por
mas de un reactivo. No se calculo este coeficiente para la dimension de credibilidad, debido a que
estuvo representada por un solo reactivo.

Aunque el alfa contintia siendo uno de los indicadores mas utilizados para evaluar la
consistencia interna, su interpretacion debe considerar el numero de reactivos, la dimensionalidad
del instrumento y la distribucion de las respuestas. Por ello, el coeficiente global se complemento
con resultados por dimension y con analisis de sensibilidad (Xiao & Hau, 2023; Kalkbrenner,
2024).

También se estimo un intervalo de confianza del 95 % para el coeficiente global mediante
un procedimiento bootstrap de 5,000 remuestreos (Efron, 1979). Como analisis de sensibilidad,
se repitieron los céalculos excluyendo temporalmente los patrones de respuesta invariantes. Esta
comparacion no implico la eliminacion definitiva de participantes, sino que permitioé determinar
si la consistencia interna dependia principalmente de quienes seleccionaron la misma categoria
en todos los reactivos

Para describir la percepcion de los estudiantes sobre SIDTAI, se calcularon frecuencias,
porcentajes, medias y desviaciones estandar para las dimensiones de utilidad y adopcion, facilidad
de uso, credibilidad, justicia y explicabilidad, asi como para la evaluacion global del sistema.
Adicionalmente, se establecieron tres niveles descriptivos a partir del promedio de los 15
reactivos: bajo para puntuaciones menores de 3; medio para puntuaciones iguales o superiores a
3 y menores de 4; y alto para puntuaciones iguales o superiores a 4. Estos puntos de corte se
utilizaron unicamente para facilitar la descripcion de los resultados y no constituyen umbrales
diagnésticos validados.

Clasificacion exploratoria de la credibilidad percibida
Se realizé un analisis exploratorio para determinar en qué medida las dimensiones del

instrumento permitian clasificar la valoracion global expresada en el reactivo 15. La variable de
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salida se dicotomizo en credibilidad alta, integrada por las respuestas “Si” y “Totalmente de
acuerdo”, y credibilidad no alta, que agrup¢ las respuestas “No”, “No lo s€” y “Un poco”.

Como variables de entrada se utilizaron las puntuaciones de utilidad y adopcion, de
facilidad de uso, de credibilidad, de justicia y explicabilidad. Este procedimiento evalud la
coherencia entre las dimensiones y la valoracion global del instrumento. Por consiguiente, sus
resultados no se interpretaron como una prediccion de reprobacion, rezago o abandono, ni como
evidencia de la eficacia académica de SIDTAL

Se compararon cinco algoritmos de clasificacion supervisada: regresion logistica, arbol de
decision CART, bosque aleatorio, maquina de soporte vectorial con kernel de funcién de base
radial y red neuronal de perceptron multicapa (Breiman et al., 1984), bosque aleatorio (Breiman,
2001), méaquina de soporte vectorial con kernel de funcion de base radial (Cortes & Vapnik, 1995)
y red neuronal de perceptron multicapa (Rumelhart et al., 1986). También se incorpord un
clasificador basado en la categoria mayoritaria como referencia minima de desempefio.
Generacion de perfiles académicos sintéticos

Ante la falta de acceso a historiales académicos institucionales anonimizados, se construyo
un conjunto controlado de 1,200 observaciones sintéticas de tipo estudiante-periodo. La
simulacion tuvo como propoésito evaluar el procedimiento computacional, comparar métricas y
verificar el comportamiento de los algoritmos ante categorias desbalanceadas. Los datos sintéticos
no se utilizaron para estimar la prevalencia real de reprobacion o de abandono en el Instituto
Tecnoldgico de Iztapalapa.

La seleccion de variables se baso en investigaciones sobre mineria de datos educativos y
prediccion del abandono, las cuales sefalan la utilidad del rendimiento previo, la reprobacion
acumulada, el progreso curricular y la actividad académica para la identificacion de situaciones
de riesgo (Papadogiannis et al., 2024; Vaarma & Li, 2024). Las variables incorporadas se

presentan en la Tabla 2.

Tabla 2

Variables del experimento computacional controlado
Variable Descripcion
Semestre Periodo académico cursado, con valores entre 1y 13
Promedio previo Promedio académico anterior, limitado al intervalo de 50

a 100

Materias reprobadas Numero acumulado de asignaturas no acreditadas
Intentos maximos Mayor nimero de intentos registrado en una asignatura
Carga académica Cantidad de asignaturas cursadas durante el periodo
Dificultad percibida Nivel de dificultad académica en una escalade 1 a 5
Periodos de inactividad Numero de interrupciones temporales simuladas
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Proporcion acreditada Relacion entre asignaturas acreditadas y cursadas

Avance curricular Porcentaje estimado de progreso en el plan de estudios

Reprobacion del siguiente periodo  Resultado binario generado probabilisticamente

Abandono del siguiente periodo Resultado binario generado probabilisticamente

Los periodos académicos se generaron en un intervalo de 1 a 13 semestres, considerando
que el plan regular se desarrolla en nueve periodos y que el tiempo maximo de permanencia puede
extenderse hasta 13 semestres. Las demdas variables se generaron mediante distribuciones
acotadas y relaciones probabilisticas acordes con los escenarios académicos examinados.

La probabilidad de reprobacion aumenté ante promedios bajos, mayor nimero de
asignaturas reprobadas, repeticion de intentos, cargas elevadas y mayor dificultad percibida. La
probabilidad de abandono se increment6 ante promedios bajos, reprobacion acumulada, periodos
de inactividad, intentos repetidos y menor avance curricular.

Las etiquetas se obtuvieron mediante funciones logisticas con ruido aleatorio. De esta
manera, las categorias no se determinaron mediante reglas rigidas ni copiadas directamente de las
variables predictoras. No obstante, las relaciones y los coeficientes utilizados constituyen
supuestos del experimento y no pardmetros estimados a partir de la poblacion institucional. Se
empleo una semilla aleatoria fija para garantizar la reproducibilidad del conjunto de datos.
Configuracion de los modelos

Los cinco algoritmos se aplicaron tanto al escenario de reprobacion como al de abandono.
La regresion logistica utilizd una ponderacion balanceada entre las categorias. El arbol CART
empleo el criterio de impureza de Gini, una profundidad maxima de 3 niveles y un minimo de 15
observaciones por hoja. El bosque aleatorio se configuré con 300 arboles, profundidad maxima
de 6 niveles y ponderacion balanceada (Breiman et al., 1984; Breiman, 2001).

La maquina de soporte vectorial utilizé un kernel de funcidon de base radial, un parametro
de regularizacion igual a 1 y ponderacion balanceada (Cortes & Vapnik, 1995). La red neuronal
multicapa se integro con dos capas ocultas de ocho y cuatro neuronas, un optimizador de memoria
limitada de Broyden-Fletcher-Goldfarb-Shanno y regularizacion para reducir el sobreajuste
(Rumelhart et al., 1986). Las variables numéricas se estandarizaron antes del entrenamiento de la
regresion logistica, de la maquina de soporte vectorial y de la red neuronal.

La configuracion de los modelos busco contener su complejidad y reducir el riesgo de
sobreajuste. No se realizé una busqueda exhaustiva de hiperparametros debido a que la finalidad
del experimento consisti6 en comparar el comportamiento general de distintas familias de
clasificadores y no en obtener un modelo definitivo para su despliegue institucional.

Evaluacion del desempeiio
La evaluacion se realiz6 mediante validacion cruzada estratificada en cinco particiones.

Este procedimiento permiti6 conservar la proporcion de las categorias durante la division de los
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datos y estimar el desempefio esperado de los algoritmos sobre observaciones distintas de aquellas
empleadas durante su entrenamiento. La interpretacion de los resultados considerd la variabilidad
producida por las particiones y al tamafio de la muestra (Bates et al., 2024).

Para la clasificacion exploratoria de la credibilidad, se repitid el procedimiento 20 veces,
lo que dio lugar a 100 evaluaciones por algoritmo. Para los escenarios sintéticos de reprobacion
y abandono, se realizaron cinco repeticiones, lo que equivale a 25 evaluaciones por algoritmo. Se
calcularon la media y la desviacion estandar de las métricas obtenidas.

Las métricas consideradas fueron exactitud, exactitud balanceada, precision, sensibilidad,
especificidad, valor F1, valor F1 macro y area bajo la curva ROC. La exactitud represento la
proporcion total de clasificaciones correctas; la exactitud balanceada otorgd el mismo peso al
desempefio en ambas categorias; la precision indicd la proporcion de alertas positivas que
correspondieron a casos positivos; la sensibilidad midi6 la capacidad para detectar casos de
riesgo; la especificidad evalud la capacidad de identificar casos sin riesgo; y el valor F1 expreso
la media armonica entre precision y sensibilidad.

La utilizacioén de métricas complementarias resulté necesaria porque la exactitud y el valor
F1 pueden ofrecer interpretaciones incompletas cuando las categorias se encuentran
desbalanceadas. En estas condiciones, un modelo puede obtener una exactitud elevada al
favorecer la categoria mayoritaria sin detectar adecuadamente los casos positivos (Chicco &
Jurman, 2020).

También se generaron matrices de confusion mediante predicciones fuera de muestra
obtenidas con validacion cruzada estratificada. La comparacion con el clasificador mayoritario
permitio identificar escenarios en los que una exactitud elevada no correspondia con una
deteccion adecuada de los casos de riesgo.

Finalmente, se calculd la importancia de las variables mediante permutacion. Para este
procedimiento se reservo el 25 % de las observaciones sintéticas como conjunto de prueba y se
midié la disminucién de la exactitud balanceada después de modificar aleatoriamente cada
variable durante 30 repeticiones. Una disminucion mayor indicé que la variable aportaba mas
informacion al proceso de clasificacion.

El procesamiento se efectudé con Python 3.12.13 y las bibliotecas pandas 2.2.3, NumPy
2.3.5, scikit-learn 1.8.0, SciPy 1.17.0, Matplotlib 3.10.8 y Seaborn 0.13.2. La implementacion
principal de los algoritmos se realiz6 con scikit-learn (Pedregosa et al., 2011). Se utilizé la misma
semilla aleatoria en las etapas de simulacion, particidn y entrenamiento para favorecer la

reproducibilidad de los resultados.
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Consideraciones éticas

La base del instrumento no contenia nombres, nimeros de control, correos electronicos ni
otros identificadores directos. La informacion se utiliz6 exclusivamente con fines académicos y
los resultados se analizaron de forma agregada. Asimismo, se mantuvo una separacion explicita
entre las respuestas auténticas de los 54 participantes y los perfiles académicos sintéticos.

Los resultados de la simulacion no se atribuyeron a estudiantes reales ni se utilizaron para
tomar decisiones académicas individuales. El enfoque propuesto concibe los modelos como
herramientas de apoyo para estudiantes, docentes, tutores y responsables institucionales, y no
como mecanismos autonomos para determinar la situacion académica de una persona.

La interpretacion de los resultados consider6 que los participantes respondieron tras recibir
una descripcion centrada en los beneficios esperados de SIDTAI Este encuadre pudo generar
expectativas favorables, aquiescencia o deseabilidad social. Por ello, los resultados representan
percepciones preliminares del concepto del sistema y no una evaluacion de su funcionamiento
tras una experiencia prolongada de uso.

RESULTADOS

Caracteristicas de las respuestas y percepcion de SIDTAI

Se analizaron 54 respuestas validas de estudiantes de Ingenieria en Sistemas
Computacionales. Seis participantes cursaban el primer semestre (11.1%) y 48 el segundo
semestre (88.9%). Debido a que la participaciéon fue voluntaria y se utilizd un muestreo no
probabilistico, los resultados describen exclusivamente las percepciones del grupo participante y
no deben generalizarse a la totalidad de la poblacion estudiantil.

La Tabla 3 presenta los resultados descriptivos del instrumento adaptado. En una escala de
1 a 5, el promedio global fue de 3.663 (DE = 0.883). La dimensién con mayor puntuacion fue la
utilidad y adopcion (M = 3.722), seguida de la facilidad de uso (M = 3.700). La evaluacion global
del sistema, medida mediante el reactivo 15, obtuvo una media de 3.778. La justicia y la
explicabilidad alcanzaron una media de 3.560, mientras que el reactivo individual de credibilidad

presentd una media de 3.537.

Tabla 3
Resultados descriptivos y consistencia interna del instrumento adaptado
Dimension Reactivos Media Desviacion Alfa de
Estandar Cronbach

Utilidad y adopcion 4 3.722 0.874 0.883
Facilidad de Uso 5 3.700 0.872 0.913
Credibilidad 1 3.537 1.094 -
Justicia y explicabilidad 4 3.560 1.013 0.921
Evaluacién global 1 3.778 1.003 -
Instrumento completo 15 3.663 0.883 0.971

Nota. Escala de respuesta de 1 = No a 5 = Totalmente de acuerdo. No se calcul6 alfa para las dimensiones

compuestas por un solo reactivo. Fuente: elaboracion propia.
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El instrumento completo obtuvo un alfa de Cronbach de 0.971, con un intervalo de
confianza bootstrap del 95 % entre 0.953 y 0.982. Al excluir el reactivo de evaluacion global, el
coeficiente permanecio elevado (o = 0.967). No obstante, se identificaron 12 patrones constantes
de respuesta (22.2%), 32 participantes que utilizaron inicamente una o dos categorias de respuesta
(59.3%) y 10 vectores duplicados (18.5%).

Para analizar la estabilidad del coeficiente, se realizaron pruebas de sensibilidad. Al excluir
los 12 patrones constantes, el alfa global fue de 0.953. Cuando la respuesta “No lo sé&” se codificd
como punto medio, el coeficiente fue de 0.962; al tratarla como valor ausente e imputarla con la
mediana, se obtuvo un alfa de 0.957. Por consiguiente, la elevada consistencia interna no dependio
exclusivamente de la codificacion utilizada, aunque deben examinarse la posible redundancia
entre reactivos y la tendencia de algunos participantes a responder de forma uniforme.

La clasificacion del promedio total mostrd 24 estudiantes con credibilidad alta (44.4 %),
16 con credibilidad media (29.6 %) y 14 con credibilidad baja (25.9 %), como se muestra en la
Figura 1. En conjunto, los resultados indican una percepcion predominantemente favorable hacia
SIDTAI, aunque mas de la mitad de los participantes se ubico en los niveles medio o bajo.

Figura 1
Distribucion del nivel de credibilidad global percibida de SIDTAI

Credibilidad global percibida de SIDTAI (n = 54)
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Nota. Resultados correspondientes a las 54 respuestas validas. Fuente: elaboracion propia.
Clasificacion exploratoria de la credibilidad

El reactivo 15 se dicotomizé para distinguir entre credibilidad global alta —respuestas “Si”
y “Totalmente de acuerdo”— y credibilidad no alta. Bajo este criterio, se identificaron 34
respuestas de credibilidad alta y 20 de credibilidad no alta. Se compararon cinco algoritmos de
clasificacion con una base mayoritaria mediante validacion cruzada estratificada de cinco

particiones repetida 20 veces.
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Tabla 4
Desemperio de los modelos para la clasificacion exploratoria de credibilidad

Modelo Exactitud Exactitud F1 macro  Area bajola
Balanceada curva ROC
Base mayoritaria 0.629 0.500 0.386 0.500
Regresion logistica 0.903 0.908 0.897 0.964
Arbol de clasificacion y 0.885 0.900 0.880 0.929
regresion
Bosque aleatorio 0.884 0.889 0.878 0.954
Maéquina de soporte 0.907 0.918 0.904 0.956
vectorial
Red neuronal multicapa 0.881 0.877 0.870 0.956

Nota. Los valores corresponden al promedio de la validacion cruzada estratificada de cinco particiones
repetida 20 veces. Fuente: elaboracion propia.

La maquina de soporte vectorial obtuvo la mayor exactitud (0.907), exactitud balanceada
(0.918) y F1 macro (0.904). La regresion logistica present6 el area bajo la curva ROC maés elevada
(0.964). Al excluir los patrones constantes, la exactitud de la regresion logistica disminuy6 a
0.867, mientras que el arbol de clasificacion alcanz6 0.823 y la red neuronal multicapa 0.847.
Esta disminucion confirma la influencia de los patrones uniformes, aunque los resultados
permanecieron por encima de la base mayoritaria.

Estos resultados representan la coherencia interna entre las dimensiones del instrumento y
la evaluacion global expresada por los mismos participantes. Por tanto, no constituyen evidencia
de que SIDTAI pueda predecir reprobacién o abandono, ni demuestran todavia su efectividad
posterior a la implementacion.

Experimento controlado con perfiles académicos sintéticos

El segundo componente consisti6 en un experimento computacional con 1,200
observaciones sintéticas de tipo estudiante-periodo. Las relaciones entre las variables y las clases
se generaron probabilisticamente, incluyendo incertidumbre aleatoria para evitar reglas de
clasificacion deterministas. La prevalencia de reprobacion en el siguiente periodo fue de 31.5 %,

mientras que la prevalencia de abandono fue de 9.3 %.
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Tabla 5
Desemperio de los modelos en el experimento controlado con datos sintéticos
Resultado Modelo Exactitud Exactitud Sensibilidad  F1 de Area

balanceada riesgo bajo la
curva
ROC

Reprobacion  Base 0.685 0.500 0.000 0.000 0.500
mayoritaria

Reprobacion Regresion 0.719 0.697 0.636 0.587 0.752
logistica

Reprobacién Arbol  de 0.687 0.655 0.567 0.532 0.707
clasificacion
y regresion

Reprobacién Bosque 0.716 0.683 0.593 0.568 0.734
aleatorio

Reprobacion Maquina de 0.712 0.682 0.601 0.567 0.728
soporte
vectorial

Reprobacion  Red 0.719 0.633 0.403 0.473 0.694
neuronal
multicapa

Abandono Base 0.907 0.500 0.000 0.000 0.500
mayoritaria

Abandono Regresion 0.645 0.592 0.528 0.217 0.636
logistica

Abandono Arbol de 0.612 0.559 0.495 0.188 0.578
clasificacion
y regresion

Abandono Bosque 0.836 0.550 0.198 0.181 0.615
aleatorio

Abandono Maiéquina de 0.669 0.521 0.338 0.160 0.555
soporte
vectorial

Abandono Red 0.888 0.508 0.041 0.065 0539
neuronal
multicapa

Nota. Resultados promedio de la validacion cruzada estratificada de cinco particiones repetida cinco veces.
La sensibilidad y la F1 corresponden a la clase positiva de riesgo. Estos resultados provienen de datos
sintéticos y no representan historiales institucionales reales. Fuente: elaboracidn propia.

En la clasificacion de reprobacion, la regresion logistica presentd el mejor equilibrio
general, con una exactitud balanceada de 0.697, una sensibilidad de 0.636, un F1 de 0.587 y un
area bajo la curva ROC de 0.752. El bosque aleatorio y la maquina de soporte vectorial mostraron
resultados cercanos. Aunque la red neuronal multicapa alcanzd una exactitud de 0.719, su
sensibilidad fue de 0.403, por lo que omitidé una proporcion mayor de los casos de riesgo.

En el abandono se observo con mayor claridad el efecto del desbalance de clases. La base
mayoritaria alcanzé una exactitud de 0.907, pero obtuvo sensibilidad y F1 iguales a cero, ya a que
clasifico todas las observaciones como permanencia. Por el contrario, la regresion logistica redujo

su exactitud a 0.645, pero alcanz6 la mayor sensibilidad (0.528), F1 de riesgo (0.217), exactitud

balanceada (0.592) y el area bajo la curva ROC (0.636) entre los modelos evaluados.
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Figura 2
Comparacion del desemperio de los modelos en el experimento controlado con datos sintéticos

Desempeiio de los modelos en el experimento controlado con datos sintéticos
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Nota. F1 corresponde a la clase positiva de riesgo. Los resultados proceden de 1,200 observaciones
sintéticas y no representan historiales institucionales reales. Fuente: elaboracion propia.

Las matrices de confusion de la Figura 3 permiten observar este comportamiento. Para la
reprobacion, la regresion logistica identifico 239 de 378 casos positivos y clasifico correctamente
619 de 822 casos sin reprobacion. En el abandono, la base mayoritaria clasifico incorrectamente
los 112 casos positivos como permanencia. La regresion logistica detectd 56 de esos 112 casos,
pero produjo 369 alertas falsas. En consecuencia, la mejora de la sensibilidad implicé un aumento
en el nimero de estudiantes que requeririan una revision posterior por parte de tutores o

responsables académicos.
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Figura 3

Matrices de confusion seleccionadas para reprobacion y abandono en el siguiente periodo
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Nota. Cada celda presenta el nimero de observaciones y el porcentaje respecto de su clase real. Datos correspondientes

al experimento controlado con perfiles sintéticos. Fuente: elaboracion propia.

La importancia de la permutacion mostré que, dentro del escenario simulado, el promedio

previo presentd la mayor contribucion en la clasificacion de reprobacion. En el abandono

destacaron el avance curricular, el promedio previo y los periodos de inactividad. Las restantes

variables mostraron contribuciones menores o intervalos que abarcaron valores cercanos a cero.

Debido a las correlaciones existentes entre los indicadores académicos, estos resultados deben

interpretarse como indicadores de importancia predictiva dentro de la simulaciéon y no como

relaciones causales.
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Figura 4
Importancia por permutacion de las variables en la regresion logistica del experimento
sintético

Importancia por permutacién en la regresion logistica del experimento sintético
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Nota. Las barras de error representan una desviacion estandar en 30 permutaciones. Fuente: elaboracion propia.
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DISCUSION

Los resultados del instrumento muestran una disposicién favorable hacia un sistema que
emita recomendaciones académicas personalizadas. Las medias obtenidas en utilidad, facilidad
de uso y evaluacion global sugieren que los participantes reconocen un valor potencial en
SIDTAL Sin embargo, las respuestas se recopilaron antes de una implementacion completa y tras
presentar a los estudiantes los beneficios esperados del sistema. En consecuencia, los resultados
expresan expectativas y aceptacion anticipada, no satisfaccion derivada de una experiencia real
de uso.

El alfa de Cronbach de 0.971 indica una alta asociacion entre los reactivos. No obstante,
un coeficiente cercano a uno no demuestra por si solo la validez del instrumento. También puede
reflejar reactivos parcialmente redundantes, una escasa diferenciacion entre dimensiones o una
tendencia general de aceptacion. La interpretacion del alfa debe considerar el nimero de reactivos,
la correlacion entre ellos y la estructura tedrica de la escala (Cronbach, 1951; Xiao & Hau, 2023;
Kalkbrenner, 2024). Por esta razon, en aplicaciones posteriores sera necesario revisar la redaccion
de los reactivos, incorporar reactivos inversos o controles de atencién y realizar analisis
factoriales con una muestra mas amplia.

La capacidad de los modelos para clasificar la evaluacion global a partir de las dimensiones
del mismo instrumento también debe interpretarse con prudencia. El desempefio elevado indica
coherencia entre las respuestas de utilidad, facilidad, credibilidad, justicia y la evaluacion general.
No obstante, existe proximidad conceptual entre las variables predictoras y el resultado, por lo
que este ejercicio constituye una clasificacion exploratoria y no una validacion externa del
sistema. La validacion cruzada permite estimar el comportamiento interno de los modelos, pero
no sustituye la evaluacion en una poblacion independiente ni la validacion temporal con nuevos
participantes (Bates et al., 2024).

El experimento controlado confirmé que la exactitud puede producir conclusiones
equivocadas cuando las clases estan desbalanceadas. En abandono, un modelo que no detectd
ningin caso de riesgo alcanzo un 90.7% de exactitud porque la permanencia fue la clase
mayoritaria. Este resultado respalda la necesidad de utilizar exactitud balanceada, sensibilidad,
especificidad, F1, area bajo la curva ROC y matrices de confusién para seleccionar modelos
educativos (Chicco & Jurman, G., 2020; Papadogiannis et al., 2024).

La dificultad para detectar categorias minoritarias también se observa en estudios
realizados con registros educativos reales. Polat & Horzum, (2026), por ejemplo, obtuvieron una
exactitud global de 80.47 %, pero reportaron una sensibilidad de 45.8 % para estudiantes con
graduacion tardia. Este contraste muestra que una clasificacion global aceptable puede coexistir
con un desempefio limitado precisamente en los grupos que requieren mayor atencion

institucional.
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En el escenario de abandono, la regresion logistica ofrecié el mejor equilibrio para
identificar la clase minoritaria, aunque generé un numero considerable de falsas alertas. Esto
implica que el modelo no deberia utilizarse para tomar decisiones automatizadas sobre los
estudiantes. Su aplicacion practica mas pertinente seria priorizar casos para una revision humana
posterior, en la que tutores y responsables académicos incorporen informacion contextual no
incluida en los registros. La analitica debe ampliar la capacidad institucional de interpretacion y
de acompafiamiento, no sustituir el juicio pedagogico (Guzmén-Valenzuela et al., 2021; Civit
et al., 2024).

La novedad de la propuesta radica en integrar dos dimensiones que normalmente se
estudian por separado: la percepcion de credibilidad, la utilidad, la facilidad y la justicia del
sistema, y la evaluacion técnica de modelos predictivos mediante métricas sensibles al desbalance
de clases. Esta integracion permite plantear SIDTAI no solo como un clasificador, sino también
como una herramienta de apoyo a decisiones que debera ser técnicamente consistente,
comprensible para los usuarios y percibida como justa.

Entre las aplicaciones practicas se encuentra la incorporacion de un modulo de alertas
tempranas que muestre la probabilidad estimada, los factores relacionados con la alerta y el nivel
de incertidumbre. La decision final sobre el acompafiamiento debera quedar a cargo de la
responsabilidad institucional. También serd necesario ajustar los umbrales de clasificacion de
acuerdo con el costo relativo de no detectar a un estudiante en riesgo frente al de generar una
alerta falsa.

Las principales limitaciones son el tamafio reducido de la muestra del instrumento, el
predominio de estudiantes de segundo semestre, el muestreo voluntario, la posible influencia del
mensaje de invitacion y la ausencia de una prueba posterior al uso real de SIDTAI En el
componente computacional, la limitaciéon central radica en el empleo de perfiles sintéticos.
Aunque la simulacién permitié comprobar el procedimiento analitico y comparar métricas, no
permite afirmar que los mismos resultados se produciran con historiales del Tecnolégico Nacional
de México.

Como trabajo futuro, se propone recopilar historiales académicos anonimizados, establecer
definiciones institucionales verificables de reprobacion, rezago y abandono, efectuar una division
temporal entre entrenamiento y prueba, validar el modelo en cohortes independientes, calibrar las
probabilidades y examinar su comportamiento en diferentes grupos estudiantiles. Asimismo, sera
necesario evaluar la utilidad, la usabilidad, la credibilidad y la justicia percibida después de que
los participantes interactien con el sistema.

CONCLUSIONES

El estudio permiti6 establecer una evaluacion preliminar de SIDTAI a partir de dos fuentes

claramente diferenciadas: 54 respuestas genuinas sobre la percepcion anticipada del sistema y un
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experimento controlado con 1,200 observaciones académicas sintéticas. Los estudiantes
participantes mostraron una percepcion predominantemente favorable, especialmente en las
dimensiones de utilidad, facilidad de uso y evaluacion global.

El instrumento presentd una consistencia interna elevada; sin embargo, este resultado no
debe interpretarse como evidencia suficiente de validez. La concentracion de respuestas, los
patrones constantes y la cercania conceptual entre algunos reactivos justifican una revision
posterior del instrumento y su aplicacion a una muestra mas amplia tras el uso real del sistema.

El experimento computacional mostrdé que el modelo de mayor exactitud no
necesariamente es el mas adecuado para detectar estudiantes en riesgo. En abandono, la base
mayoritaria alcanzo un 90.7% de exactitud, pero no identificé ninglin caso positivo. La regresion
logistica obtuvo una exactitud menor, aunque present6 el mejor equilibrio entre sensibilidad, F1
y discriminacion de la clase minoritaria. Por tanto, la seleccion de modelos para SIDTAI debera
priorizar métricas complementarias y considerar el costo educativo de los falsos negativos y de
las falsas alertas.

SIDTAI demuestra su viabilidad como arquitectura de apoyo para convertir la informacion
académica en alertas y recomendaciones interpretables. No obstante, su eficacia para anticipar
reprobacion, rezago o abandono debera demostrarse mediante historiales institucionales
anonimizados y su validacion en cohortes reales. Hasta contar con esa evidencia, los resultados
deben considerarse preliminares y el sistema debera emplearse como apoyo al acompafiamiento

humano, nunca como sustituto de la decisidon académica.
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